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ABSTRACT: Emergency control is an important means of 
maintaining power system transient security and stability 

following serious faults. The current popular "human-in- 

the-loop" offline emergency control decision-making method 

has some drawbacks, including low efficiency and heavy 

reliance on expert experience. Therefore, this paper proposes 

an intelligent emergency generator rejection decision-making 

method based on knowledge fusion and deep reinforcement 

learning (DRL). First, a DRL-based emergency generator 

rejection decision-making framework is built. Then, when the 

agent deals with multi-generator decisions, the resulting 

high-dimensional decision space makes the agent training 

difficult. There are two solutions proposed: decision space 

compression and the application of a branching dueling Q 

(BDQ) network. Next, to further improve the exploration 

efficiency and the decision-making quality of the agent, the 

knowledge and experience related to emergency generator 

rejection control are integrated to the agent training. Finally, 

the simulation results in the 10-machine 39-bus system show 

that the proposed method can quickly give effective emergency 

generator rejection decisions in multi-generator decision- 

making. Applying a BDQ network has better decision 

performance than decision space compression. The knowledge 

fusion strategy can guide the agents to reduce ineffective decision- 
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making explorations and improve decision-making performance. 

KEY WORDS: emergency generator rejection decision; deep 

reinforcement learning; decision space; branching dueling Q 

network; knowledge fusion 

摘要：紧急控制是在严重故障后维持电力系统暂态安全稳定

的重要手段。目前常用的“人在环路”离线紧急控制决策制

定方式存在效率不高、严重依赖专家经验等问题，该文提出

一种基于知识融合和深度强化学习 (deep reinforcement 

learning，DRL)的智能紧急切机决策制定方法。首先，构建

基于 DRL 的紧急切机决策制定框架。然后，在智能体处理

多个发电机决策时，由于产生的高维决策空间使得智能体训

练困难，提出决策空间压缩和应用分支竞争 Q(branching 

dueling Q，BDQ)网络的两种解决方法。接着，为了进一步

提高智能体的探索效率和决策质量，在智能体训练中融合紧

急切机控制相关知识经验。最后，在 10 机 39 节点系统中的

仿真结果表明，所提方法可以在多发电机决策时快速给出有

效的紧急切机决策，应用 BDQ 网络比决策空间压缩的决策

性能更好，知识融合策略可引导智能体减少无效决策探索从

而提升决策性能。 

关键词：紧急切机决策；深度强化学习；决策空间；分支竞

争 Q 网络；知识融合 

0  引言 

紧急控制是在发生严重故障后为保证电力系

统安全稳定采取的重要控制措施[1]，一般有 3 种控
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制模式：离线整定-实时匹配、在线整定-实时匹配

和实时匹配-实时控制[2]。离线整定-实时匹配在失

稳预想故障工况下整定出有效决策，在系统运行时

根据实时监测状态匹配出决策并执行。该模式控制

措施投入速度快，当实际故障能匹配预想故障时决

策效果好[3]。而后两种模式利用实时量测信息快速

计算决策，对于工况变化情况的匹配有一定适应

性，但所需的超实时仿真和高效计算的仿真模型要

求较高[4-6]。离线决策-实时匹配模式下决策经过仿

真校核，是比较安全可靠的，因此目前实际电网中

紧急控制主要采用该模式。 

在传统的“人在环路”决策制定方式下，专家

根据经验反复试凑出有效决策[7]。随着电网规模扩

大、网架结构更复杂，这种手工决策方式存在一定

局限性[8]。首先，运行方式繁多、故障形态复杂，决

策制定高度依赖于特定系统的运行经验[9]。其次，海

量数据分析的工作量耗费人力成本，效率不高。另

外，专家的分析精度有限，决策并非最优。 

为提升紧急切机决策的制定效率，已有文献中

开展了一些决策制定方法的研究，主要可分为以下

3 类：1）相轨迹法[4,10]：文献[4]用相轨迹斜率构建

不稳定性指标，识别关键发电机，通过等值计算求

得决策近似解；2）暂态能量法[6,11]：文献[11]基于暂

态能量分别在稳定和不稳定情形下计算裕度，然后

插值法快速求解切机量。但这两类方法需要对系统

进行等值计算，不适合用于含复杂动态特性的系

统，而且也只考虑了决策量，忽略了决策对象的选

择；3）启发式算法[12-14]：文献[12]将问题转化为带

暂稳约束的优化控制来求解最优决策量，但应用中

可能存在收敛性问题，在控制对象多时搜索空间较

大，计算量也不小。 

近年来，深度强化学习 (deep reinforcement 

learning，DRL)[15-16]算法快速发展，已广泛应用于

电力系统稳定控制[17-20]的相关研究中，测试结果充

分体现了 DRL 智能体具有强大的特征提取和决策

改进的能力。在紧急控制方面，文献[18]提出基于

深度 Q 网络的紧急切机决策制定算法，利用随机矩

阵理论计算的奖励训练智能体给出合适决策。文 

献[19]提出基于 DRL 的紧急控制决策制定框架，在

发电机紧急制动控制和低压减载控制场景下进行

验证。但现有基于 DRL 的紧急控制算法应用于离

线切机决策制定时存在如下问题： 

1）不适合离线决策制定场景：目前文献中 DRL

实现紧急切机一般是针对实时闭环控制场景，智能

体的马尔可夫决策过程(Markov decision process，

MDP)的每个时间步长都要作出决策[19]，一次暂稳

仿真对应多次决策。但对于本文处理的离线决策制

定场景，智能体只在故障后作一次决策，每次尝试

后都要进行一次完整的暂稳仿真校验其有效性，智

能体可能需要尝试多次最终才能得到有效决策。因

此，现有 DRL 智能体的 MDP 并不直接适用，需要

重新设计。 

2）不便于处理多发电机决策：当系统运行状

态复杂或故障严重时，需要多个发电机参与切机决

策才能使系统恢复稳定。文献[18]所提方法验证了

单一发电机决策的情况，但如果直接用在多发电机

决策场景容易出现决策空间维数爆炸问题，难以直

接训练；文献[20]提出用多智能体算法分别处理多

个发电机的决策，但协调多智能体训练难度较大。 

3）纯数据驱动训练效率低：智能体采用常规

的随机试错方式时，很多决策尝试明显没有学习价

值，训练效率不高，而融合电力系统的知识经验可

以减少其无效决策探索，提升训练效率[21]。目前，

应用知识融合的研究较少，有必要探索领域知识和

DRL 的有机结合。 

针对上述问题，本文提出基于知识融合和 DRL

的智能紧急切机决策方法。首先，根据紧急切机决

策制定问题构建智能决策框架，针对当前 DRL 算

法的 MDP 不适应离线决策制定场景的问题，设计

智能体的交互决策过程；然后，针对智能体不便于

多发电机参与决策的问题，设计智能体动作与决策

空间；进一步，针对当前纯数据驱动方法的智能体

训练效率低的问题，提出一些基于知识融合的改进

策略；最后，在 10 机 39 节点系统的仿真结果验证

本文所提方法的有效性。 

1  基于 DRL 的紧急切机决策制定 

1.1  紧急切机决策制定 

图 1 为紧急切机离线整定-实时匹配的流程。在

离线整定阶段，首先，专家根据经验确定可能引起

功角失稳的预想故障工况集合{F(1), F(2), , F(M)}。

然后第 j 次抽取预想故障 F(j)结合初始空决策 uG
(j)

构成仿真条件(F(j), uG
(j))，执行暂态仿真计算，根据

功角判断功角稳定性。如果功角稳定，则考察第

j1 个预想故障，否则根据经验结合仿真数据分析 

出可能最有效的决策 ( )
G

ju ，然后再次校核。如果决 
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图 1  电力系统紧急切机决策的离线整定和实时匹配 

Fig. 1  Offline determination and real-time match for 

emergency generator rejection decisions of power systems 

策 ( )
G

ju 有效则将其添加到决策表中，否则需 

要继续分析仿真数据并尝试新决策。若多次尝试也

无法找到有效决策，则该潮流工况可能运行风险较

大，需要调整潮流直到能满足系统安全稳定运行的

要求[22]。 

在实时匹配阶段，系统在受到扰动后，根据在

线监测数据从决策表中匹配出对应故障工况及决

策，然后执行决策保证系统安全稳定运行。 

1.2  智能紧急切机决策制定框架 

基于 DRL 的智能紧急切机决策制定的思路是

用智能体替代图 1 中的专家。图 2 为基于知识融

合 DRL 的智能紧急切机决策制定的通用框架。框

架中左边是需要进行切机决策制定的电力系统环

境，右边的 DRL 智能体可以使用深度 Q 网络(deep 

Q network，DQN)族算法，两边通过输入特征预处

理的特征-状态转换(fs)和将动作解码为实际切

机决策的动作-决策转换(ua)实现对接。该框架

支持融合一些领域知识经验，如可以根据经验引

入动作屏蔽 X 限制决策探索空间，也可以根据经

验预先获得优质经验池 Dc，然后混合抽样进行智

能体的训练。 

Q网络

目标Q网络
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De
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L
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图 2  基于知识融合和深度强化学习的电力系统智能紧急切机决策制定框架 

Fig. 2  Framework of intelligent emergency generators rejection decision for power system based on deep reinforcement 

learning with knowledge fusion 

每个回合中，智能体根据输入状态尝试给出决

策并进行一次时域仿真，如果系统功角稳定则回合

结束，否则继续寻找决策。利用智能体与环境交互

产生的样本训练智能体，最终的目标是使智能体对

于失稳故障工况能通过尽量少的决策尝试得到切

机代价尽量小的有效决策。 

1.3  马尔可夫决策过程的设计 

应用 DRL 需要将问题用 MDP 表达，下面介绍

状态 s、奖励 r、动作 a 等 MDP 元素的设计： 

1）特征 fk 与状态 sk：智能体的输入状态 sk 要

包含反映功角稳定和切机决策的关键信息[18,23]。本

文选取观察时间窗口[0,Tobs]内的母线电压幅值矩

阵 Vk 和发电机的相对功角矩阵k 作为特征 fk。 
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式中：nB 为监测电压幅值的母线数量； ,
k

n tV 为第 k 

步下母线 n 采样时刻 t 的电压幅值；nG为监测功角 

发电机数量； ,
k
n t 为第 k 步下发电机 n 采样时刻 t 

的相对功角。为方便神经网络训练，对相对功角进

行预处理，本文采用函数将功角值映射到[1,1] 

区间。 
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 ( ) tanh( / 2π)    (3) 

最后，状态 sk可以用下式来表达： 

 ( , ( ))k k ks  V   (4) 

2）动作 ak与决策 uk：决策 uk直接对应实际切

机决策，动作 ak通过动作-决策转换与决策 uk对应，

具体转换方式在 2 节中介绍。 

 
G(1) (2) ( ), ,[ , ] kk k k nuu uu   (5) 

 (1) (2) ( ),[ , , ]k k k k ma aaa   (6) 

式中：uk(i)表示第 k 步下第 i 个节点的切机台数

(0uk(i)nGi)，有 nGi1 个切机选择；ak(i)是第 k 步神

经网络输出层第 i 个神经元的输出。 

3）切机决策成功标识 pk与回合结束标识 ek：

回合结束有 2 种条件可以触发，一个是切机决策成

功，即智能体给出的切机决策能使得系统恢复功角

稳定；另一个是智能体达到预设的最大迭代次数

NL，阻止智能体无穷尽搜索决策。故切机决策成功

标识 pk与回合结束标识 ek可以表示如下。 

 1 ( );k k kup S    (7) 

 L

L

0, 0

1, 1
k

k
k

p k N
e

p k N

  
    

 (8) 

式中 S 为功角判稳函数，约定失稳为 1，稳定为 0。 

4）奖励 rk：奖励由两部分构成，一部分是对

于切机决策成功的奖励，另一部分是根据实际切机

量大小来确定的惩罚。 

 G G

( ) 1( )
1 1

1 2k k k

n n
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 (9) 

式中：Uk表示第 k 步与第 k1 步之间切机量的差

值；1 为切机量惩罚系数；2 为切机决策成功的奖

励系数。通过奖励设置引导智能体尽可能在切机量

小的情况下给出有效切机决策。 

2  智能体的动作与决策空间设计 

智能体对多个可控发电机节点进行决策时，每

个动作 a 对应 N 个子动作的组合，每个子动作各有

n 个选择，则动作空间的维数为 nN，对应的决策空

间称为指数决策空间。若应用无分支的 DQN 算法，

需要进行动作空间转换。但当 N 或者 n 较大时，动

作空间维数太高，智能体的训练难度很大。由此可

以考虑两种处理方法：决策空间压缩和应用分支竞

争 Q (branching dueling Q，BDQ)网络。 

2.1  决策空间压缩 

决策空间压缩的处理方法是第 k1步智能体在

第 k 步决策基础上选择一个节点进行调整，其他节

点的决策不变，此时决策空间维度是 nN，与节点

数成正比，可称为线性决策空间。 

第 k 步时按照式(10)、(11)的-贪婪策略计算

决策机组序号 xk。 
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 (10) 

 s d/
e s e( ) n n

k e        (11) 

式中：s 为起始贪婪因子；e 为收敛贪婪因子；nd

为贪婪因子衰减常数；ns 为当前的训练迭代次数；

xrandom为随机决策机组序号。 

按式(12)可求解出切机节点序号 ik、对应切机

量大小 vk(ik)。 
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n n

x

i v



      


    


 (12) 

第 k1 步的决策 uk(ik)生成方式如下： 

 
1 11( ) 1(

0( ) G

)1

0,  
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k kk k i k
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k i

u

u u v

i
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 (13) 

这种决策方式是对智能体决策尝试次数的妥

协，通过动作空间的转换可降低智能体训练难度。 

2.2  应用 BDQ 网络 

如图 3 所示，BDQ 网络[24]是一种结合双重 Q

网络[25]和竞争 Q 网络[26]的多优势分支变体。应用

BDQ 结构，可以直接处理多维动作空间。输入状态

s 经过神经网络输出共享表征 f，然后价值分支从表

征 f 映射到价值 V(s)，N 个优势分支从表征 f 映射到

N 个子动作的优势 ( , ),  1,2 ,,d dA s a d N  。分支 d

的动作 d da  ，动作空间 d 的维数 | |d 为 n，Q

值 Qd(s,a)按照竞争 Q 网络方式计算。 

 

( , )

1
( , )

|
( ) [ ( , ]

|
)

d d

d

d d d d
ad

Q s a

V s A s a A s a
 



  
 �

 (14) 

更新 Q 网络时分支 d 的目标 Q 值 Yd，Yd可以

按照双重 Q 网络的方式计算。 

 ,arg ma , )( (x ; );
d d

d d d d
a

Q QY r s s a   


  



 (15) 
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网络层
优势A1 Q1

Q2

QN

价值V

n

n

n

argmax

argmax

argmax

动作a ...

N个优势分支

价值分支

优势A2

优势AN

1

BDQ网络

......
表征f状态s

 

图 3  BDQ 网络的结构 

Fig. 3  Structure of BDQ network 

BDQ 的损失函数 L 定义为所有分支的 Q 值和

目标 Q 值之间的均方误差。 

 2[ ( ( , ; ) ]
1

d d d
d

L Q s aY
N

    (16) 

如图 4 所示，每一行是神经网络的输出，对应

着一个动作 ak 和一个决策 uk，使用常规无分支的

DQN 结构时，每次只有一个神经元被激活，用深

底色表示一个发电机节点的一种决策量大小。下一

次决策会保留了上一次决策，用浅底色标识，这样

就可以实现对多个发电机节点的决策。而多分支的

BDQ 结构由于有多个输出分支，所以每次有多个神

经元激活，每行有多个深底色标识。BDQ 结构可以

直接处理指数决策空间，最理想情况下智能体可以

训练到对所有预想故障工况都只用 1 步就给出有效

决策。第 k 步决策 uk可表示为 

 
G(1) (2) ( )

(

( ) ( )

( ( ) G))

π ,

[

( , )

, , ]

1,  1

,

k k

k k k k

i k i k

i i

n

k k i k

u u u

x s a

u

xu nv i

  


     

   (17) 

式中 ak(i)为第 k 步第 i 个子动作神经网络的输出。 

(b)  多分支(BDQ)

G1 G2 G3

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

动作与决策

(a)  无分支(DQN)

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

uk=[0, 1, 0]

uk+1=[3, 1, 0]

线性决策空间(4×3)  

指数决策空间(43)

4 4 4+ +

4 4 4× ×

ak

ak+1

uk+2=[3, 2, 0]ak+2

uk=[2, 1, 0]ak

uk+1=[1, 3, 1]ak+1

uk+2=[1, 1, 3]ak+2

 

图 4  线性决策空间与指数决策空间的对比 

Fig. 4  Comparison between linear decision space and 

exponential decision space 

2.3  动作-决策转换关系 

如 1.3 节所述，动作与决策之间需要进行转换

才能实现智能体与环境的交互，其间的转换关系分

为两种：覆盖式和增量式。2.2 节是覆盖式决策，

动作 ak 直接对应决策 uk，决策 uk1 部分覆盖决策

uk。而增量式决策中动作表示决策的增量，决策 uk1

由决策 uk叠加动作 ak1得到。图 5 为两种决策方式

的对比，以多分支结构 BDQ 的决策为例对增量式

结构进行说明，无分支结构 DQN 可以类推得到。 

(a)  覆盖式决策

G1 G2 G3

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

(b)  增量式决策

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

uk = [2, 1, 0]

uk+1 = [1, 3, 1]

uk+2 = [1, 1, 3]

ak+1  
-
3
-
2
-
1

0 1 2 3
-
3
-
2
-
1

0 1 2 3 -3-2-10 1 2 3

ak+2  -3-2-10 1 2 3 -3-2-1 0 1 2 3 -3-2-1 0 1 2 3

动作与决策

ak+2  

ak+1 

ak uk=[2, 1, 0]

uk+1=[1, 3, 1]

uk+2=[1, 1, 3]

[- 1, 2, 1]

[0, -  2, 2]

 
图 5  覆盖式决策与增量式决策的对比 

Fig. 5  Comparison of overwritten decisions and 

incremental decisions 

按照式(18)可以将动作 ak1 转换成决策机组序

号 xk1、决策 uk、uk1 和序号 xk1。 
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1( ) G
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 (18) 

序号 xk1 有nGi~nGi 共 2nGi1 个可选值，但决

策 uk会对序号 xk1 的可选值有一定限制。这里引入

屏蔽集合 Xk1，Xk1由 nG个屏蔽子集 Xk1(i)组成。 

 
G1 1(1) 1(2) 1( ){ , ,, }k k k k nX X X X      (19) 

其中每个子集 Xk1(i)中的元素 xk1(i)满足： 

 
1( ) ( ) 1( ) G

1( ) 1( ) G

1

0

k i k i k i i

k i k i i

u u x n

u u n

 

 

   


   或 
 (20) 

整理可得第 i 个节点的屏蔽子集 Xk1(i)。 

 
1( ) 1( ) 1( ) ( ) G

1( ) ( ) G

{ | 1

                2 1}

k i k i k i k i i

k i k i i

X x x u n

x u n

  



    

   或
 (21) 

用式(22)屏蔽子集 Xk1(i)修正序号 xk1(i)如下： 



1680 中  国  电  机  工  程  学  报 第 44 卷 

 
( ) ( )

G (

1 1 1 1

) 1( )1

( , )

1 ,  

π ,i k i k

i k

k k

ik

x s a
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 (22) 

在强化学习中引入动作屏蔽可以避免智能体

给出不符合实际情况的动作。使用增量式决策时需

要将屏蔽集合 Xk 也作为状态输入给智能体。修改 

式(4)可得增量式决策下的状态 sk。 

 ( , )( ),k k k ks X V   (23) 

3  基于知识融合的智能体训练 

知识融合是在数据驱动方法中融合相关知识

引导智能体的训练，融合方式没有固定范式。本节

介绍两种体应用知识融合的改进策略，一种是利用

知识经验约束智能体的探索空间，另一种是混合优

质决策样本进行智能体的训练。 

3.1  应用知识经验约束探索 

如图 6(a)所示，在前文介绍的常规的强化学习

智能体训练方式中，智能体在决策探索时完全随

机，没有切机节点和切除机组数量的限制，因而在

实际训练时很容易出现决策无效或决策量偏大的

情况，经验池的样本决策质量不够高。 

(a) 随机无限制决策

G1 G2 G3 动作与决策

(b) 知识经验约束决策

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

uk= [2, 1, 0]

ak+1→[0, 0, 1]-3 0 1 2 3

0 2 4 6
0

400
800

0 2 4 6
0

400
800

0 2 4 6
0

400
800

功角摆飞
发电机

0 1 2 3 0 1 2 3 0 1 2 3

0 1 2 3 0 1 2 3 0 1 2 3

uk=[2, 1, 0]

ak+1→[−1, 2, 1]-3 -1 0 1 2 3 -3 0 1 2 3 -3 -2 -1 0 1 2 3

lim 360   lim 360   lim 360  

-2 -3 -3

-2 -1

uk+1=[2, 1, 1]

uk+1=[1, 3, 1]

 

图 6  随机无限制决策与知识经验约束决策的对比 

Fig. 6  Comparison between random unrestricted 

 decision and knowledge experience constrained decision 

人类专家在尝试决策时通常会用知识经验缩

小决策范围，减少无效探索。因此，本文尝试借鉴

人类智慧，将知识经验转化为智能体决策机组的选

择范围的约束条件。根据经验，一般认为从功角摆

飞的发电机节点中切机更有可能找到有效决策[27]，

故本文对切机节点的选取进行限制。 

切机节点限制可以通过在智能体输出动作之

前加入动作屏蔽实现。如图 6(b)所示，每次只从功 

角摆飞切机节点集合 u
1kI  中随机选择一个节点 1

s
ki   

来切机，切除机组的数量也随机给定。屏蔽子集

Xk1(i)可改写成式(25)。 

 1u
G1 { | ( ) 1, 1,2 },,k

k
iI i S i n
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或

 (25) 

在添加知识经验的限制后，智能体理论上可以

在与环境的交互过程中产生更多有效探索的样本。

在计算资源和时间有限的情况下，用这些样本训练

智能体能获得更好的决策性能。 

3.2  多样本源混合采样训练 

如图 7(a)所示，在前面介绍的常规的强化学习

智能体训练方式中，智能体与仿真环境交互产生样

本并放入经验池中，然后进行经验采样来训练智能

体。但训练开始时智能体是随机初始化的，因此初

期智能体在交互中很难产生足够高质量的样本来

学习。 

经验池

D

(a) 纯探索样本采样

经验采样

存储样本仿真环境

智能体

探索决策

(b) 多样本源混合采样

存储样本仿真环境

智能体

探索决策

探索经验池

De

优质经验池

Dc

ck

1− ck

混合采样

 

图 7  纯探索样本采样与多样本源混合采样的对比 

Fig. 7  Comparison between pure exploratory 

sampling and mixed sampling of multiple sources 

如果在初期引入一些高质量的决策训练智能

体，有助于引导智能体学习优质决策的特点，从而

提升决策性能。实际上，每年国家电网都会请大量

专家进行紧急控制决策的制定。经验丰富的专家对

于切机决策的机组选择等关键问题通常能很快给

出高质量的决策方案[8]。这些高质量的决策就可以

用来提升智能体训练的效率。 

如图 7(b)所示，本文使用两个样本源混合训练

智能体，一个样本源是纯探索的经验池 De，和    

图 7(a)中的常规训练方式一样，这个经验池中是智

能体和环境交互所产生的探索样本。另一个样本源

是优质经验池 Dc，其中是失稳预想故障工况训练集

上的一些优质紧急切机决策样本。这些样本可以是

专家根据知识经验手动制定得到，也可以是用优化
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算法求得的优质决策样本。本文使用遍历计算求得

近似最优切机决策样本。如式(26)所示，多样本源

混合训练每次从 De和 Dc两个子经验池中按比例各

自抽取部分样本组成大小为 B 的一批样本 D(B)， 

 c,

c,

e,

e e, c c,( ) ( )){ }, (
k

k k

k

k k

B c B

B B B

D B B DD B

  


 



 (26) 

 s c/
e s e( ) n n

kc c c c e    (27) 

式中：Bc,k和 ck分别表示第 k 步从 Dc中抽取优质经

验样本的数量和比例；*表示向上取整运算；Be,k

表示第 k 步从 De中抽取的样本数量。 

3.3  智能体的训练流程 

智能体按照回合进行训练，每个回合从预想故

障集中抽取失稳故障工况进行决策制定，每次交互

产生的样本将存入经验池 De 中，每个回合结束后

从池中抽取批大小 B 的一批样本，按照下式计算更

新的智能体 Q 网络参数。 

 L      (28) 

每隔 K 个回合同步一次目标 Q 网络参数。智
能体训练的完整流程参见图 8。 

4  算例分析 

4.1  环境与智能体参数设置 

本文在 10 机 39 节点系统上进行算例验证，采

用如表 1 所示的设置生成预想故障工况集合，其中

包括 1782个故障工况。仿真经验发现，切机决策

通常具有区域性，可以按两阶段决策方式进行切机

决策。首先划分切机决策区域，确定可控切机决策

节点，然后训练智能体确定每个工况的切机决策

量。在所有工况中，由 G4—G7 这 4 个发电机节点

构成的区域中暂态功角失稳工况共有 170个，随机

选择 130个用于智能体的模型训练，剩余 40个用于

智能体的性能测试。 

1）电力系统环境中的自动化交互：智能体与

电力系统环境进行自动化交互是实现紧急切机决

策自动化、智能化制定的基础。自动化交互要求电

力系统环境能够根据每个预想故障工况仿真条件

(F, uk)，自动调用仿真软件 PSASP 计算得到对应工

况下智能体的输入特征 fk。 

为此，本文利用 Python 代码编程实现自动化仿

真计算，其中 3 个主要功能如下：①配置文件修改

功能：Python 平台按仿真条件(F, uk)修改仿真时间、 

初始化迭代次数k、结束标识e0、决策u0 

从故障集抽取F(j)做暂稳仿真得状态s0

是

否

计算动作-状态值Q(s,a;?)和贪婪系数ek+1 

按pe计算决策uk+1并做暂稳仿真

计算目标Q值Y，更新Q网络参数?

Q网络参数?赋值给目标Q网络参数?-

是

否

否

是

结束

开始

构建预想故障工况集{F(1), F(2), …, F(M)}

设定训练回合数NT，批大小B，同步

周期K，回合最大迭代次数NL等参数

初始化经验池De ，构建优质经验池Dc

初始化训练总迭代次数ns和训练轮次 j为0

训练轮次 j<NT？

由决策uk计算屏蔽集合Xk+1

根据仿真结果计算sk+1，rk+1，ek+1

将序列(sk, ak, rk+1, sk+1, ek+1)存入经验池De中

迭代次数k和训练总迭代次数ns各增加1次

从经验池De和Dc中随机抽取序列

同步周期 K 整除 j？

训练轮次 j 增加1次，即 j=j+1

Q Q  随机初始化 网络 和目标 网络

ek≠1？

 

图 8  智能体训练流程图 

Fig. 8  Flow chart of intelligent agent training 

表 1  10 机 39 节点系统的预想故障工况设置 

Table 1  Anticipated contingency settings for 10-machine 

39-bus system 

类型 具体设置 数量 

故障类型 三相金属性短路故障 1 

故障线路 除线路 16-19 外的所有交流线路 33 

故障持续时间/s 0.2，0.25 2 

故障位置/% 10，20，，90 9 

潮流水平 (1.0, 1.05)，(1.1, 1.15)，(1.2, 1.25) 3 

故障位置、决策发电机节点、输出变量列表等仿真

软件 PSASP 使用的相关仿真配置文件。②电力仿
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真计算功能：Python 平台调用仿真软件 PSASP 的

潮流计算、暂稳计算的可执行程序实现仿真计算。

③提取仿真结果功能：Python 平台从仿真软件

PSASP 生成的仿真结果文件中按照预设的输出变

量列表提取数据，进一步作数据预处理可得输入特

征 fk。 

2）仿真参数设置与输入特征：系统的仿真步

长设为 0.05s，智能体输入观测窗口为[0, Tobs]，这

里 Tobs 设为 6s，一共有 121 个时间采样点，但是实

际执行仿真的时长是 Te20s。智能体输入包括两个

张量，所有发电机的功角和所有母线的电压幅值

V，维度分别为(N,9,121)和(N,39,121)，N 表示批样

本数。 

3）神经网络的结构设计：如图 9 所示，智能

体的神经网络分为特征提取部分和 Q 值输出部分。

特征提取部分有两个一维卷积神经网络分支，每个

分支的网络层包括卷积层、池化层和 ReLU 层。两

个分支的输出展平后拼接作为 Q 值输出部分输入。 

拼接层
展平 展平

(N, 9, 121) 发电机功角 母线电压V(N, 39, 121)

(a) DDQN (b) BDQ

线性层线性层 线性层 线性层 线性层线性层

44 11 11 11 11 1

(N, 44) (N, 4, 11)

200线性层

ReLU层4个优势分支 1个价值分支

卷积层100@5(4)

ReLU层

卷积层100@5(4)

ReLU层

池化层max@7

卷积层 100@5 (4)

ReLU层

卷积层 100@5 (4)

ReLU层

池化层 max@7

ReLU层

线性层200

(N, 200)
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图 9  智能体的神经网络结构 

Fig. 9  Neural network structures of the agent 

Q 值输出部分可以采用 DDQN 网络或者 2.2 节

介绍的 BDQ 网络来输出动作-状态值 Q(s, a)。根据

2.3 节中的介绍，智能体可以采用覆盖式和增量式

两种动作-决策关系。两种网络结构和两种动作-决

策关系进行组合可以形成覆盖式 DDQN、增量式

DDQN、覆盖式 BDQ、增量式 BDQ 4 种结构。 

理论上，使用 BDQ 网络相比 DDQN 网络能更

好地处理多发电机决策产生的高维决策空间，而增

量式由于是在已有合适决策基础上修正，训练难度

相较于覆盖式低一些。因而，可以预计智能体采用

增量式 BDQ 结构具有最好的训练效果。 

4）智能体训练参数设置：智能体的神经网络

训练总轮次 NT30000，经验池的容量为 D10000，

从经验池抽取批样本的容量为 B128，目标 Q 网络

的参数同步更新周期 K20，折扣系数0.1，学习

速率104，贪婪系数的初始值为s0.9，最低值为

e0.05，衰减系数 nd4000，每个回合最大迭代次

数为 NL20，切机量的惩罚系数为10.1，切机决

策有效的奖励210。智能体的神经网络使用

PyTorch 框架编写并启用 CUDA 加速训练，智能体

通过 Python 调用 PSASP 仿真软件执行切机决策。 

4.2  智能紧急切机的训练和决策效果 

1）智能体切机决策实例：以一个实际测试工

况来验证智能体的切机决策效果。如图 10(a)所示，

在预想故障工况的测试集合中选择一个工况，其潮

流水平为[1.1, 1.1, 1.15, 1.15]，线路 23-24 靠近节点

23 的 10%处发生三相短路接地故障，故障持续

0.25s。在没有施加切机决策之前，系统功角失稳，

智能体根据功角和电压信息输入给出决策：节点

G5 切 4 台、节点 G6 切 4 台、节点 G7 切 4 台。如

图 10(b)所示，施加切机决策后最终系统恢复功角

稳定，由于 BDQ 网络具有多节点同时决策的能力，

所以可以 1 次给出有效决策，减少了切机的尝试次

数和耗时。 
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图 10  训练好后的智能体执行紧急切机决策制定 

Fig. 10  Trained agent performs emergency  

generator rejection decision-making 

2）智能体的决策性能指标：为了评估训练完

成后的智能体决策性能，用总迭代次数、总决策成

功次数和总回报 3 个性能指标进行评估，指标含义

和与决策性能之间的关系参考表 2。 
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表 2  评估智能体决策性能的指标 

Table 2  Evaluation index of agent decision performance 

指标 含义说明 与决策性能的关系 

总迭代次数 智能体在所有工况下决策尝试次数 越小越好 

总决策成功次数 智能体给出有效决策的工况数量 越大越好 

总回报 智能体在所有工况下获得的回报之和 越大越好 

总迭代次数对应于总仿真次数，因此该指标反

映了智能体决策的快速性。总决策成功次数反映了

智能体给出有效决策的能力。总回报的大小与切机 

决策量的大小相关，在决策有效的前提下决策

量越小，获得的回报越大，因此该指标反映了智能

体决策质量的高低。 

3）智能体训练过程中的性能变化：如图 11 所

示，在 30000 个训练轮次中，每隔 2000 次对智能

体的决策性能进行评估，一共进行 15 次评估。每

一轮对所有的测试集合上的预想故障工况进行评

估得到对应的一列点，每一个点表示一个工况，点

的分布表征了智能体经过训练后的决策性能，每一

个黑色方框上下边是箱形图标记的上下 1/4 分位

数。下面以增量式 BDQ 智能体为例，评估智能体

在测试集合上每个故障工况下的回报和迭代次数。

理想情况下的回报极限是 10，即没有切机决策造成

的惩罚，并获得切机决策成功得到的奖励。如果回

报低于 0 则说明智能体在这个测试工况下没有能给

出有效决策。在训练过程中，随着训练的进行，智

能体在决策制定过程中所得的回报平均值上升，迭

代次数逐渐下降，最后每个测试工况都能给出有效

决策，且决策的迭代次数都在 2、3 次左右。 

回
报

迭
代
次
数

/次

 

图 11  智能体在测试集合上的决策性能 

Fig. 11  Decision performance of agent on test set 

4.3  不同动作和决策空间结构的对比 

3 节介绍了 4 种 DQN 结构，为了比较这几种

结构的优劣，对智能体在测试故障工况集合上进行

性能评估，每 2000 个训练轮次就进行一次评估，

每种结构都随机重复执行 5 次，结果如图 12 所示。

实线表示多次结果的平均值，浅色块表现性能指标

的方差，黑色虚线表示在完全理想状态下各最优性

能的指标极限值，此时，对于任意工况只需要 1 次

尝试即可得到最优有效决策，总迭代次数最低 40

次，总成功次数最高 40 次，总回报的上界是 400。 
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图 12  4 种 DQN 算法的决策性能比较 

Fig. 12  Comparison of decision-making performance of 

four DQN algorithms 

如图 12 所示，对比 BDQ 算法和 DDQN 算法，

不论是覆盖式还是增量式，使用 BDQ 结构能够显

著提升智能体的训练收敛速度和训练收敛后的决

策性能。从原理上理解，使用 BDQ 的多分支特性

使得智能体在同时决策的探索中更容易先找到有

效决策，然后在训练的过程中渐渐提升决策智能体

的性能，因此在决策智能体的构建中使用 BDQ 结

构比 DDQN 结构更好。 

然后对比使用覆盖式和增量式两种动作-决策

转换关系的性能差距，可以发现对于 DDQN 结构来
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说差别不大，而对于 BDQ 结构来说，使用增量式

结构比覆盖式结构能够进一步提升智能体的性能。

从原理上理解，使用增量式结构只需要在已有决策

上进行一定的修正，通常更容易找到有效决策，所

以相对降低了算法估计决策量的难度。综合来看，

在本文所提智能紧急切机决策制定算法中智能体

使用增量式 BDQ 结构能够以更快的收敛速度、更

好的决策有效性和决策质量实现切机决策制定。 

4.4  知识经验引导探索的验证 

知识经验引导在智能体训练过程中起作用，而

且无需参数设置，算例设置与前面一致。如图 13(a)

所示，智能体决策总迭代次数在使用知识经验引导

探索后可以从 72 左右下降至 52 左右，比较接近于

理想最低决策迭代次数 40，大部分测试集上决策成

功的失稳工况都是一次给出有效的切机决策。 
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图 13  采用知识经验引导前后决策性能对比 

Fig. 13  Comparison of decision-making performance 

whether to use knowledge and experience guidance 

从图 13(b)可以发现，总决策成功次数也基本

稳定在 39~40 次，相比于没有使用知识经验引导训

练的智能体决策性能更好。从图 13(c)可以发现，使

用知识经验引导策略前后的总回报差距不大。因

此，使用知识经验引导有利于提升增量式 BDQ 智

能体训练收敛的总迭代次数和决策成功次数。 

4.5  多样本源混合训练的验证 

为验证使用多样本源混合采样训练策略后提

升智能体决策性能的有效性，按照式(27)设置起始

优质样本占比 cs 为 0.9，优质样本指数衰减参数 nc

为 4000，最终优质样本占比 ce为 0.3。如图 14 所

示，在采用多样本源混合采样训练策略后，在总迭

代次数和决策成功次数上略有优势，总回报从原来

的 338 左右提升至 369 左右。 
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图 14  采用多样本源混合采样训练前后决策性能对比 

Fig. 14  Comparison of decision performance on whether 

to use multi-source mixed sampling training 

从原理上理解，引入优质样本后，智能体在训

练过程中充分学习优质样本中决策的特点，可以提

升决策质量，即以较小的切机成本使系统恢复功角

稳定。但就迭代次数和决策成功次数来说，智能体

的性能已接近于极限值，可提升空间较小。 

4.6  不同策略的泛化能力和鲁棒性的验证 

为了验证不同策略的泛化性能以及鲁棒性，除

了前述训练集和测试集划分外，又将整个数据集随

机做 5 次划分，每次划分做 5 次重复仿真计算各项

性能取平均值，然后再对 6 次划分求得平均值和标

准差。各种策略的性能统计整理如表 3 所示，从   

表 3 可以看出，各种算法的性能指标方差相对较小， 
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表 3  不同训练集划分下不同训练策略的性能统计 

Table 3  Performance statistics of different training 

strategies under different training set divisions 

测试策略 总回报 总成功次数 总迭代次数 

增量式 BDQ 354.126.50 38.630.43 73.0911.93 

知识引导增量式 BDQ 350.639.16 39.520.38 53.968.70 

多样本源知识引导

增量式 BDQ 
373.043.86 39.830.15 51.016.14 

说明各算法具有较强的泛化性能。另外，使用两种

知识融合策略后决策性能提升，方差逐步下降，说

明知识融合有助于提升算法的鲁棒性。 

4.7  智能体的训练及决策时间成本 

本文所提算法的实际训练时间平均在 20~ 

30min，如果保存已经仿真过的样本数据供后续快

速读取，则训练时间可以进一步缩短。决策时间由

决策时间和决策步数共同决定，从表 3 可知，在 40

个测试工况下，总迭代次数即总仿真次数平均约为

51 次，平均 1 个工况约需要 1.3 次仿真。而单次仿

真时间的长短与仿真系统的规模以及计算机算力、

仿真软件的求解算法效率等相关。但本文的主要目

标是在不考虑单次仿真时长的情况下，尽可能降低

总迭代次数来实现紧急切机决策的快速制定。综合

来看，本文所提算法能有效降低训练及决策时间成

本，以实现紧急切机决策的快速制定。 

5  结论 

本文提出一种基于知识融合和深度强化学习

的智能紧急切机决策制定框架，针对紧急切机问题

设计马尔可夫决策过程以及智能体的动作-决策空

间。智能体通过交互产生样本并不断训练更新网

络，训练完成后可对给定工况直接输出有效的切机

决策。 

在智能体结构设计方面，当需要处理多个可控

发电机同时决策产生的高维决策空间时，可以采用

决策空间压缩或者应用 BDQ 网络。另外，智能体

的动作-决策转换关系包括覆盖式和增量式两种。算

例结果表明，使用增量式 BDQ 结构相比其他结构

在决策总迭代次数、总成功次数、总回报 3 个指标

上具有更优性能。 

为进一步提升智能体性能，本文提出两种知识

融合策略。算例结果表明，用知识经验引导策略可

以提升决策成功次数，减少决策迭代次数；用多样

本源混合训练策略可以让智能体学习已有的优质

样本的特点提升决策质量。 

下一步会在所提智能紧急切机决策框架基础

上改进，融合更多特定运行经验缩减决策空间，依

托更强算力在大规模的实际电网中进行验证。 
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Intelligent Emergency Generator Rejection Schemes Based on Knowledge 
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Emergency control is an important means of 

maintaining power system transient security and stability 

following serious faults. The current popular "human-in- 

the-loop" offline emergency control decision-making 

method has some drawbacks, including low efficiency 

and heavy reliance on expert experience. 

This paper proposes an intelligent emergency 

generator rejection decision-making method based on 

knowledge fusion and deep reinforcement learning 

(DRL). Fig. 1 depicts the framework of it. Through 

interactions with the power system environment, the agent 

updates its parameters using generated samples to improve 

its decision ability gradually. 

When the typical DRL agent deals with multi- 

generator decisions, the resulting high-dimensional 

decision space makes the agent’s training difficult. There 

are two solutions proposed: decision space compression 

and the use of a branching dueling Q (BDQ) network. 

To further improve the exploration efficiency and 

decision quality of the agent, the knowledge and 

experience related to emergency generator rejection 

control are integrated to the agent training. Specifically, 

two knowledge fusion strategies, knowledge guidance 

and multi-source training, are adopted in this paper.

Knowledge fusion 2
(multi-source training)
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Fig. 1  Framework of intelligent emergency generators rejection decision for power system based on DRL with knowledge fusion 

The simulation results of 10-machine 39-bus 
system show that the fully trained agent can quickly 
give effective emergency generator rejection decisions. 

In dealing with the high dimensional decision 
space problem, applying both a BDQ network and 
decision space compression are effective. In addition, 
the action-decision transformation of the agent includes 
two types: overwritten type and incremental type. The 
simulation results show that the incremental BDQ agent 
has better performance than other agents. 

Moreover, several tests have been conducted to 
verify the effectiveness of the knowledge fusion 
strategy. The results are shown in Table 1. Since the 
knowledge guidance strategy reduces ineffective 
explorations, the mean of total decision iterations is 
reduced from about 73 to 53, which is close to the 

minimum of 40. The multi-source training strategy 
helps the agent learn useful characteristics from 
high-quality samples, and the mean of total return is 
increased from about 354 to 373. Hence, the knowledge 
fusion strategy does improve the exploration efficiency 
and decision quality. 

Table 1  Performance statistics of different training 

strategies under different training set divisions 

Testing strategies 
Total 

return 

Total 

successes 

Total decision 

iterations 

incremental BDQ 
354.12  

6.50 

38.63  

0.43 
73.09  11.93 

incremental BDQ with knowledge 

guidance 

350.63  

9.16 

39.52  

0.38 
53.96  8.70 

incremental BDQ with knowledge 

guidance and multi-source training 

373.04  

3.86 

39.83  

0.15 
51.01  6.14 

 


